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基于第一视角的非自回归行人轨迹预测模型

桑海峰，王金玉，陈旺兴，王海峰
（沈阳工业大学信息科学与工程学院，辽宁沈阳 110870）

摘　要：　行人轨迹预测在自动驾驶和监控系统等多个应用中具有重要意义 .目前大多数行人轨迹预测模型采用

基于循环神经网络的编码器-解码器结构，其自回归的解码结构存在一定的累积误差，而且循环神经网络对序列的长

期依赖问题仍然无法很好地解决 .本文提出一种基于Transformer网络的非自回归行人轨迹预测模型，非自回归的解码

结构能够同时生成所有预测值来减少累积误差，Transformer网络中的自注意力机制能够改善长期依赖问题 .本文还设

计一个局部信息加强模块来捕获行人运动趋势发生变化的局部特征，同时结合边界框的位置信息和大小信息来编码

第一视角下透视投影产生的影响，使得模型提取到的轨迹特征更加有效 .实验结果表明，在基于第一视角的公开数据

集PIE（Pedestrian Intention Estimation）上，本文提出的模型比PIE预测模型在 15、30、45帧的平均位移误差和终点位移

误差上分别降低了24%，14.5%，11%和6%.
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Non-Autoregressive Pedestrian Trajectory Prediction Model Based on 
the First Perspective
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Abstract： Pedestrian trajectory prediction plays an important role in many applications such as automatic driving and 
monitoring systems. At present, most pedestrian trajectory prediction models are recurrent neural network (RNN) based on 
encoder-decoder architectures. RNN could not solve the long-term dependence, and its auto-regressive decoding scheme in⁃
troduces accumulate errors. This paper proposes a Transformer based non-autoregressive pedestrian trajectory prediction 
model, whose non-autoregressive decoder can generate all predictions simultaneously to reduce accumulative errors. The 
self-attention mechanism can enhance the long-term dependence problem. More specifically, this paper designs a local infor⁃
mation enhancement module to extract the local features when pedestrian's movement trend changes, and combining with 
the location information and scale of the boundary encodes the impact of perspective projection in the first perspective, 
which makes the trajectory features extracted from the model more efficient. Experimental results show that, compared with 
the PIE (Pedestrian Intention Estimation) model, the average displacement error of 15, 30 and 45 frame and the end displace⁃
ment error are respectively reduced by 24%,14.5%,11% and 6% on a public data set PIE based on the first perspective.
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1　引言

行人轨迹预测在自动驾驶和监控系统等多个应用

中具有重要意义，也是计算机视觉领域中具有挑战性

的任务之一 . 轨迹预测任务基于已有的真实轨迹信息

来预测未来一段时间的轨迹，通常被描述为序列建模

问题 . 因此，建立有效的序列模型来捕捉行人轨迹之间
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的时间依赖性是解决这一问题的关键 . 随着深度学习

的快速发展，基于循环神经网络的模型，如长短期记忆

网络（Long Short-Term Memory，LSTM）［1］或门控循环单

元（Gated Recurrent Unit，GRU）［2］，在序列建模中取得了

巨大的成功 .
目前大多数轨迹预测模型通常是解码器-编码器结

构以自回归的方式预测未来轨迹［3~10］，这种自回归的

预 测模型通常会遇到一个问题——累积误差，尽管

LSTM网络在一定程度上缓解了长期依赖性问题，但是

对于特别长的序列，仍然不能很好的解决该问题 . 最近

一段时间，Transformer网络［11］受到了各界的关注，其强

大的自注意力机制在计算不同位置之间的相似性时采

用点对点的计算方式，缓解长距离依赖问题 . Giuliari F
等人［12］首先将Transformer网络应用到监控场景下的行

人轨迹预测中，对每个行人单独建模，在没有考虑任何

人-人或者人-场景交互的情况下取得了非常好的效果 .
但是 Transformer 网络的解码器也是自回归结构，仍然

存在一定的累积误差 . Li等人［13］在动作序列预测中提

出了非自回归 Transformer模型，受文献［13］启发，本文

设计一个非自回归构造模块用来生成隐向量，该向量

作为解码器的输入对每个时间点的轨迹数据独立预

测，从而缓解由自回归解码机制产生的累积误差问题 .
由于行人的运动具有随机性与不确定性，行人会

根据所处环境的改变而随时改变自己的运动趋势，例

如，在遇到静态障碍物时，可能会绕开再继续行走；在

遇到车辆时，可能会减速行走以避开车辆，也可能会加

速前进；在十字路口时，可能会先停下来观望然后再继

续行走 . Transformer网络虽能很好的捕获全局特征，学

习行人的整体运动趋势，然而在运动趋势发生改变时，

自注意力机制可能会忽略这种局部信息，按照之前的

运动趋势进行预测必然会生成错误的轨迹 . 判断一个

时间点的运动趋势是否发生变化，往往需要根据其上

下文来确定［14］，本文设计了一个局部信息加强模块来

关注运动趋势发生改变时的信息，提升轨迹预测的准

确性 .
在第一视角下，行人在图像中移动的距离与现实

世界中的物理距离并不直接对应，同时由于透视投影

的原因，行人在图像中会出现“近大远小”的情况，只提

取行人的位置信息难以准确的预测未来轨迹［15~17］，本
文同时考虑了行人的位置信息和边界框的大小信息来

编码轨迹特征 .
2　基于Transformer的非自回归行人轨迹预

测模型

本文提出一种基于 Transformer的非自回归行人轨

迹预测模型，结构框图如图 1所示 . 轨迹序列输入到编

码器之前，先经过一个局部信息加强模块提取轨迹序

列中运动趋势发生变化的局部特征，然后再经过编码

器编码，既能提取全局特征也能有效捕获局部特征 . 非

自回归构造模块一次性生成所有能表示目标序列相关

性的隐变量，解码器对隐变量解码，同时预测出所有时

间点的轨迹值，从而减少自回归预测模型中存在的累

积误差 .
2. 1　问题描述

行人轨迹预测任务可以表示为对场景中任意行

人，观察他在过去一段时间内的历史轨迹来预测其未

来轨迹 . 对于行人 i，假设他在时间 t 的位置向量为 l i
t，

行人 i 的观测轨迹为 (l i
t - tobs + 1 l i

t - 1 l
i
t )，预测轨迹为

(l i
t + 1 l

i
t + 2 l i

t + tpred
). 本文的目标是从当前第 t 帧开始预

测未来 tpred帧相对第一帧的位置，即观测轨迹 (l i
t - tobs + 2 -

l i
t - tobs + 1 l i

t - 1 - l i
t - tobs + 1 l

i
t - l i

t - tobs + 1 )，预 测 轨 迹 为 (l i
t + 1 -

l i
t - tobs + 1 l

i
t + 2 - l i

t - tobs + 1 l i
t + tpred

- l i
t - tobs + 1 )，其中，tobs 为观测

时间，tpred为预测时间 .
2. 2　模型输入

在第一视角下，视频中行人的移动距离与现实世

界中行人的移动距离不直接对应，例如，位于图像中心

的行人可能在车辆附近，也可能在远处过街，这种差异

会导致截然不同的未来轨迹 . 因此本文结合行人边界

框的位置坐标和大小信息一起编码轨迹序列，对于行

人 i在时间 t的输入向量表示为 l i
t = ( xi

t y
i
t w

i
t h

i
t )，其中，

( xi
t y

i
t )表示行人 i在 t时刻边界框的中心坐标点，(wi

t h
i
t )

表示 t时刻边界框的大小信息 .
2. 3　位置编码器

循环神经网络本身是一种顺序结构，天生包含序

列的位置信息 . 当Transformer网络抛弃循环网络结构，

采用注意力机制取而代之，丢失了原本序列中的位置

信息 . 位置编码模块将生成的位置向量加到输入向量

上帮助模型学习位置信息，给定一个长度为 n的序列，x
表示数据在序列中的位置，位置编码器定义如式（1）
所示 .
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ï
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ï
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pos ( )x2i = sin
æ

è
ç
çç
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ö

ø
÷
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10 000
2i/dmodel

pos ( )x2i + 1 = cos
æ

è
ç
çç
ç

ö

ø
÷
÷÷
÷x

10 000
2i + 1/dmodel

（1）

其中，pos（x，2i），pos（x，2i+1）表示 x处位置的偶数维度

编码和奇数维度编码，dmodel表示向量维度 .
由正弦函数生成的位置编码具有连续性与高度相

关性，即位置 x1，x2越接近，pos（x1）和 pos（x2）越相似，对

于任意固定的偏移量 δ，pos（x+δ）可以表示成 pos（x）的

线性函数 .

1267



电 子 学 报 2023 年

2. 4　局部信息加强模块

在行人轨迹预测中，若行人以恒定的速度运动，自

注意力机制能够很好地学习到行人的运动趋势 . 在现

实场景中，行人会随着场景的变化做出不同的决策，随

时改变运动方向，如图 2所示，图中每个点表示行人边

界框中心点在图片中的位置 . 若解码器解码时再继续

关注运动趋势改变之前的轨迹信息必然会产生错误的

预测，因此本文提出一个局部信息加强模块来提取观

测轨迹中的局部特征 .
局部信息加强模块首先将行人轨迹序列整合成矩

阵形式，如图 3 所示 . 我们可以把矩阵看成是一幅图

像，使用一维卷积网络按着垂直方向滑动提取特征，步

长为 1，卷积核的宽度为轨迹特征的维度 . 经过卷积处

理之后的输入向量更加关注序列中运动趋势发生变化

的局部特征，然后再输入到编码器中提取全局特征 . 局

部信息加强模块示意图如图4所示 .

局部信息加强模块对行人 i的观测轨迹 X i 采用一

维卷积进行局部特征提取，对运动趋势发生变化的时

间点赋予较大的权重，计算公式如式（2）所示 .
X̂ i = fCNN( X i WCNN ) （2）

行人边界框中心点横坐标 /pixel

标
坐

纵
点

心
中

框
界

边
人

行
/p

ix
el 748

747

746

745

744

743

1 126 1 128 1 130 1 132 1 134 1 136

图2　运动趋势变化图

序列长度

行人数目

位置+大小信息

图3　轨迹序列矩阵示意图

1

...

-1obst

obst

编码器输入

位置编码器

局部信息加强模块

前馈神经网络

编码器

编码器输出

线性变化 线性变化

位置编码器

1

...

-1
pred
t

pred
t

解码器输入

自注意力层

自注意力层

编码器-解码器注意力层

前馈神经网络

解码器输出

解码器

非自回归构造模块

图1　基于Transformer的非自回归行人轨迹预测模型结构框图
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其中，WCNN 为可学习的参数矩阵，X i 为模块输入向量，

X̂ i为模块的输出向量，fCNN为一维卷积函数 .
2. 5　非自回归Transformer
2. 5. 1　编码器

编码器部分与原始 Transformer 编码器一致，每个

编码层都是由自注意力层和前馈神经网络层组成 . 编

码器的输入向量首先会经过自注意力层如式（3）所示，

该层帮助编码器计算当前位置和序列中其他位置之间

的相似性，自注意力层的输出再传递到前馈神经网络 .
q = X̂Wq

k = X̂Wk

v = X̂Wv

attention ( qkv) = softmax
æ

è

ç

ç
ççç
ç
ç

ç qkT

dk

ö

ø

÷

÷
÷÷÷
÷
÷

÷

（3）

其中，Wq，Wk，Wv 为权重矩阵，q，k，v分别为查询向量，

键向量和值向量，X̂为自注意力层输入矩阵，dk 为权重

矩阵维度 .
2. 5. 2　非自回归解码器

在行人轨迹预测中，t 时刻的位置是根据前 t−1 时

刻的位置进行预测，如式（4）所示，在预测前 t−1 时刻

时，不可避免会产生一定的误差，在进行后面的预测时

误差逐渐累积，导致最终的结果不理想，同时这种模型

也不能并行训练 . 本文构造一个非自回归解码器，使其

在解码时能够同时生成整个序列，既能够减少累积误

差，又能使模型并行训练 .
由于目标序列具有时空相关性，因此需要引入一

个隐向量 Z（即解码器输入向量），如式（5）所示 . 在给

定Z的情况下，由于目标序列中每个数据都是相互独立

的，则存在p (Y|XZ；θ ) = ∏
t = 1

tpred

p ( )yt|XZ；θ ，得到式（6）.

pAR(Y|X；θ ) = ∏
t = 1

tpred

p ( )yt|y0：t - 1 X；θ （4）

pNAR(Y|X；θ ) = ∫
z
p ( )Y|XZ；θ pL( Z|X；θ ) dz （5）

pNAR(Y|X；θ ) = pL( Z|X；θ ) ∏
t = 1

tpred

p ( )yt|XZ；θ （6）
其中，AR 表示自回归模型，NAR 表示非自回归模型，p

为条件概率分布函数，X为观测序列，Y为目标序列，Z
为隐向量，tpred为预测时间，θ为可训练参数 .

除了输入向量有差异，解码器的其余部分与原始

Transformer的解码器一致，包含自注意力层，编码器-解

码器注意力层和前馈神经网络 . 自注意力层和前馈神

经网络层与编码器中的一致，编码器-解码器注意力层

类似于基于注意力机制的序列到序列模型，在预测当

前时间步时，模型更加关注所有与当前预测相关的观

测序列数据，使模型能够更准确的预测，减少由长序列

造成的信息丢失问题 .
2. 5. 3　非自回归构造模块

本文设计一个非自回归构造模块生成隐变量，将

隐变量作为解码器的输入来生成每一时刻的预测值 .
该模块以编码器的输入向量、输出向量和隐变量的位

置编码向量作为输入，如图 1红色框内所示 . 由于本文

预测的轨迹序列与观测序列长度不同，直接对编码器

输入向量进行变换，导致隐变量的长度与预测长度不

一致，因此采用线性变换 g将隐变量的长度与预测长度

对齐，为使隐变量包含更多特征信息，采用线性变换 f
将编码器的编码特征整合进隐变量中 .

具体来说，在进行轨迹预测时，预测轨迹长度是事

先知道的，得到隐向量的位置信息 D i
pos ÎRtpred ´ dmodel，将

位置编码向量进行线性变换得到输出P i ÎRtpred ´ 1. 编码

器的输出向量为E i
out ÎRtobs ´ dmodel 也进行一次线性变换得

到输出为Q iÎRtobs ´ 1. 结合以上两个信息，便得到隐变量

Z iÎRtpred ´ dmodel，然后输入到解码器中解码，见式（7）~（9）
所示 .

Q i = f ( E i
outWQ + bQ ) （7）

P i = g ( D i
posWP + bP ) （8）

Z i = P i(Q i ) T
X i （9）

其中，X i ÎRtobs ´ dmodel 为行人 i的编码器输入向量，tobs为观

测时间，tpred为预测时间，dmodel为嵌入的维度，WP，WQ，

为可训练参数矩阵，bP，bQ为可训练参数 .
3　实验结果与分析

3. 1　数据集和评价指标

该模型在一个基于第一视角的行人轨迹预测数据

集（Pedestrian Intention Estimation，PIE）［10］上进行训练 .
PIE数据集由 6个小时的驾驶素材组成，不仅包括人流

[行人数目，序列长度，位置信息] [ 行人数目，序列长度，特征信息]

图4　局部信息加强模块示意图
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量高且道路狭窄的城市场景还包括行人较少且道路宽

敞的街道 . 在本文中，模型学习前 15帧的轨迹信息，来

预测后15帧、30帧、45帧的轨迹信息 .
本文采用两种评价指标：

平均位移误差（Average Displacement Error，ADE）：

在预测的所有步长内，真实值与预测值的均方误差，如

式（10）所示 .
ADE =

∑i∑tpred

t = 1 l̂ i
t - l i

t

2

(∑i)´ tpred

（10）
其中，tpred为预测时间，i为行人数目，l i

t 为行人 i在 t时刻

的真实位置向量，l̂ i
t 为行人 i在 t时刻的预测位置向量 .

终点位移误差（Final Displacement Error，FDE）：预

测的最后一个时间点的真实值与预测值的均方误差，

如式（11）所示 .
FDE =

∑i l̂ i
t - l i

t

2

∑i
t = tpred （11）

其中，tpred为预测时间，i为行人数目，l i
t 为行人 i在 t时刻

的真实位置向量，l̂ i
t 为行人 i在 t时刻的预测位置向量 .

本文模型将与以下模型进行对比，以下为各模型

的简单介绍：

Linear［18］：线性卡尔曼滤波模型

LSTM［1］：原始LSTM网络

B_LSTM［19］：基于贝叶斯估计的LSTM模型

PIEtraj
［10］：基于LSTM的序列-序列模型，引入时间注

意力机制和自注意力机制，前者捕获关键帧信息，后者

捕获与当前预测相关的特征级信息

3. 2　模型构造和训练设置

模型设置采用了原始Transformer网络的设置，dmodel
=512，编码器和解码器堆叠了 6层 . 局部信息加强模块

中，卷积核大小为4，步长为1. 在训练过程中，训练批次

大小设置为 128，采用随机优化方法，设置自动衰减学

习率策略，初始学习率为 0. 000 1. 本文的实验均在相

同的硬件条件下进行，处理器 Intel（R） Core（TM） i7-

8700 CPU @ 3.20 GHz 内 核 数 量 为 6，显 卡 NVIDIA 
2080TI GPU显存为11 GB.
3. 3　定量分析

3. 3. 1　模型预测结果对比

在15帧、30帧和45帧的平均位移误差和45帧的终

点位移误差指标上比较了本文模型与其他模型的预测

结果对比，具体结果见表 1，其中 ADE_15、ADE_30、
ADE_45分别表示预测 15帧、30帧、45帧的平均位移误

差，FDE 为 45 帧的终点位移误差 . 本文提出的模型在

所有指标上均优于上面所提到的模型，本文模型比PIE
的轨迹预测模型在各个指标上分别下降了 24%，

14.5%，11%和6%.

3. 3. 2　自回归模型和非自回归模型预测结果对比

非自回归的 Transformer 网络在 ADE_15、ADE_30、
ADE_45 和 FDE 指标上分别降低了 24%，45%，53% 和

57%，尤其是在预测长度变长时，预测结果提升明显 .
表 2为基于 Transformer 网络的自回归模型与非自回归

模型的预测结果对比表 .

3. 3. 3　有无局部信息加强模块的实验对比

表 3为有无局部信息加强模块的预测结果对比表，

无为未添加局部信息加强模块，有为添加局部信息加

强模块 . 实验结果表明添加了局部信息加强模块的预

测效果较好，在ADE_15、ADE_30、ADE_45和FDE上分

别降低了17%，9.5%，5.7%和4.7%.

3. 3. 4　模型不同输入的实验对比

表 4为有无边界框大小信息的预测结果对比表，无

表示没有加入边界框大小信息，有表示加入边界框大

小信息 . 如表 4所示，增加了边界框大小信息的预测结

果要优于只利用位置信息的预测结果 .

3. 3. 5　预测结果对比

图 5为本文的模型与 PIE模型的预测轨迹对比图，

根据 15帧的观测轨迹来预测未来 45帧的轨迹，其中黑

表1　本文模型与其他经典模型的预测结果对比表  单位：pixel

Linear
LSTM

B⁃LSTM
PIEtraj

本文模型

ADE_15
123
172
101
58
44

ADE_30
477
330
296
200
171

ADE_45
1 365
911
855
636
568

FDE
3 983
3 352
3 259
2 569
2 404

表2　自回归与非自回归模型预测结果对比表      单位：pixel

自回归

非自回归

ADE_15
94
71

ADE_30
447
242

ADE_45
1 610
752

FDE
7 191
3 058

表3　有无局部信息加强模块的预测结果对比表    单位：pixel

无

有

ADE_15
71
59

ADE_30
242
219

ADE_45
752
709

FDE
3 058
2 918

表4　模型不同输入的预测结果对比表 单位：pixel

无

有

ADE_15
86
71

ADE_30
261
242

ADE_45
782
752

FDE
3 113
3 058
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色代表的是观测轨迹，蓝色为真实轨迹，红色为 PIE模

型的预测轨迹，绿色为本文模型的预测轨迹 . 图 5中每

一点表示当前帧行人边界框中心点与第一帧行人边界

框中心点的相对位置，可以明显看出本文的预测模型

更加接近真实轨迹 .

3. 4　定性分析

在实验对比部分可以看出本文提出的模型在评价

指标上要优于之前的模型 . 现在定性的分析，本文提出

的非自回归模型为什么能减少累积误差，考虑了轨迹

序列局部特征为何能提升预测效果 .
以自回归的方式进行轨迹预测时，下一帧的预测是

根据观测到的真实轨迹和当前的预测值生成的，之前帧

的预测难免出现误差，随着预测长度的增加，这种误差

会累积的越来越大，导致最终的预测结果不理想 . 本文

提出的非自回归模型打破了这种串行顺序，尝试同时预

测一整个序列，从而解决上述问题 . 本文模型中的非自

回归构造模块一次性生成所有能表达目标序列相关性

的输入向量，从而构造一个非自回归的解码器同时预测

出所有值 . 行人在运动时会根据他所处的环境做出决策

随时改变自己的轨迹，若根据运动趋势发生变化之前的

信息进行预测必然会产生错误的轨迹，而一个时间点是

否是运动趋势发生变化的点取决于他的上下文环境 . 自

注意力机制虽能很好地提取全局特征，但却忽略了局部

特征，本文提出的局部信息加强模块对输入的轨迹序列

先进行局部特征提取，然后再输入到编码器中提取全局

特征 . 如图 5所示，相比较于PIE模型，本文提出的模型

更接近于真实轨迹，可以看到PIE模型在预测长度变长

时由于存在累积误差，使得预测轨迹越来越偏离真实轨

迹，难以捕捉序列的长期依赖性，本文提出的更加关注

局部信息的基于 Transformer非自回归预测模型能够较

好地学习到真实轨迹的特征，不仅改善了长期依赖问题

也在一定程度上消除了累积误差的问题 .
4　结论

本文提出了一种基于 Transformer的非自回归轨迹

预测模型，在PIE数据集上的轨迹预测结果较好 . 本文

模型结合了轨迹位置信息和边界框的大小信息，更好

的编码行人轨迹序列，然后通过一个局部信息加强模

块提取序列中的局部特征，关注运动趋势发生变化的

时间点，再传递到自注意力层中提取序列的全局特征 .
非自回归构造模块生成一个能表达目标序列相关性的

输入向量，构造非自回归解码器同时预测出所有轨迹，

本文提出的模型对于将来基于第一视角的行人轨迹预

测提供了新思路 .
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